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基于核化双线性卷积网络的细粒度图像分类

葛疏雨，高子淋，张冰冰，李培华
（大连理工大学信息与通信工程学院，辽宁大连 １１６０２４）

　　摘　要：　双线性卷积网络（ＢｉｌｉｎｅａｒＣＮＮ，ＢＣＮＮ）在计算机视觉任务中有着广泛的应用．ＢＣＮＮ通过对卷积层输
出的特征进行外积操作，能够建模不同通道之间的线性相关，从而增强了卷积网络的表达能力．由于没有考虑特征图
中通道之间的非线性关系，该方法无法充分利用通道之间所蕴含的更丰富信息．为了解决这一不足，本文提出了一种
核化的双线性卷积网络，通过使用核函数的方式有效地建模特征图中通道之间的非线性关系，进一步增强卷积网络的

表达能力．本文在三个常用的细粒度数据库ＣＵＢ２００２０１１、ＦＧＶＣＡｉｒｃｒａｆｔ以及Ｃａｒｓ上对本文方法进行了验证，实验表
明本文方法在三个数据库上均优于同类方法．
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１　引言

　　２０１２年，Ｋｒｉｚｈｅｖｓｋｙ等人［１］提出 ＡｌｅｘＮｅｔ深度卷积
网络模型，在ＩｍａｇｅＮｅｔ［２］大规模图像识别任务上成功应
用．伴随着深度学习、卷积网络技术的不断发展，深度卷
积网络在计算机视觉领域得到广泛的应用，如图像检

索［３］、场景解析［４］、目标跟踪［５］等．在细粒度图像识别
领域，深度卷积网络也得到广泛地研究与应用．细粒度
图像识别区别于通用图像识别，是对粗粒度大类别的

目标物体进行精细的子类别识别，由于在细粒度图像

识别中，类间差异更小且更容易受到姿势、视角与位置

等因素的影响，因此细粒度图像识别任务更具有挑战

性．邹承明等人［６］将卷积网络提取的图像表达与传统

ＳＩＦＴ特征经编码之后得到的图像表达进行融合，用于
细粒度图像识别．２０１５年，Ｌｉｎ等人［７］提出了双线性卷

积网络（ＢＣＮＮ），通过对卷积层输出的特征图进行外
积操作建模了特征图中通道之间的线性相关，并进行

端到端的联合优化学习，在细粒度图像识别任务上取
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得了优异的性能．由于无法捕捉特征图中通道之间的
非线性关系，该方法没有充分地挖掘卷积网络的表达

能力．
针对上述问题，本文提出了一种核化双线性卷积

网络模型，通过使用核函数的方式简洁有效地建模特

征图中通道之间的非线性关系，同时实现端到端的联

合优化学习，进一步增强卷积网络的表达能力．本文提
出的核化双线性卷积网络架构如图１所示．该网络由卷
积层、核化双线性聚合模块以及 ｓｏｆｔｍａｘ分类器三个部
分组成，卷积层用于对一幅图像提取局部特征得到特

征图．核化双线性聚合模块共包含三个结构层，分别为
通道二范数归一化层、核化双线性聚合层以及矩阵幂

正规化层［８，９］．通道二范数归一化层即对特征图中每个
通道ｘｉ进行二范数的归一化：ｘｉ←ｘｉ／‖ｘｉ‖．核化双线
性聚合层通过对输入的特征图进行核化双线性聚合以

建模特征图中通道间的非线性关系，得到该幅图像的

表达Ｐ．矩阵幂正规化层是对核化双线性聚合输出的矩
阵Ｐ进行指数幂的操作：Ｐ←Ｐα．由于矩阵幂正规化层
输出的矩阵为对称矩阵，本文将向量化的矩阵上三角

部分作为图像的最终表达．网络架构的第三部分由全
连接层与ｓｏｆｔｍａｘ层构成，对得到的图像表达进行分类．
为加速网络收敛，本文在全连接层之前加入批正则化

（ＢａｔｃｈＮｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）［１０］层．
本文内容分为以下四个部分：第一部分主要介绍

在细粒度图像识别领域中的相关工作；第二部分介绍

本文所提出的核化双线性卷积网络；第三部分为实验，

实验首先在ＦＧＶＣＡｉｒｃｒａｆｔ［１１］细粒度图像数据库上对本
文方法进行参数评估，其次在三个细粒度数据库 ＣＵＢ
２００２０１１［１２］、ＦＧＶＣＡｉｒｃｒａｆｔ以及 Ｃａｒｓ［１３］上将本文方法
与当前主流方法进行比较，验证本文方法的有效性；最

后一部分为结论，总结本文工作并明确下一步研究

工作．

２　相关工作

　　双线性卷积网络由 Ｌｉｎ等人［７］于２０１５年提出，该
方法通过对卷积网络中最后一个卷积层输出的特征图

进行外积聚合，建模了特征分布的二阶统计信息，并作

为图像的最终表达．外积聚合如式（１）所示．
Ｙ＝ＸＸＴ （１）

其中Ｘ∈ＲＲｄ×Ｎ，Ｙ∈ＲＲｄ×ｄ．２０１７年，Ｌｉｎ等人［９］在双线性

卷积网络的基础上，提出了改进的双线性卷积网络

（ＩｍｐｒｏｖｅｄＢＣＮＮ），通过对外积聚合矩阵 Ｙ引入矩阵
平方根正规化：Ｙ←Ｙ１／２，使得对于特征分布二阶统计信
息的建模过程更为鲁棒，进一步提升网络性能．Ｌｉ等
人［８］首次将矩阵幂正规化应用于大规模图像分类任

务，并将矩阵幂正规化与矩阵对数正规化进行详细地

比较与分析，提出了 ＭＰＮＣＯＶ卷积网络模型，在 Ｉｍａ
ｇｅＮｅｔ［２］大规模数据集上取得了优异的性能．

围绕双线性卷积网络的压缩，２０１６年，Ｇａｏ等人［１４］

使用张量速写（ＴｅｎｓｏｒＳｋｅｔｃｈ）与随机麦克劳林（Ｒａｎ
ｄｏｍＭａｃｌａｕｒｉｎ）两种算法分别对外积聚合的矩阵 Ｙ进
行低维近似，提出了压缩的双线性卷积网络（Ｃｏｍｐａｃｔ
ＢｉｌｉｎｅａｒＰｏｏｌｉｎｇ，ＣＢＰ），在性能几乎不损失的情况下，较

好地减少了双线性卷积网络的参数，同时降低图像表

达的维度．Ｌｉ等人［１５］通过对双线性卷积网络中全连接

层的卷积核进行分解，提出了一种基于矩阵低秩分解

的因子分解双线性网络（ＦａｃｔｏｒｉｚｅｄＢｉｌｉｎｅａｒＮｅｔｗｏｒｋ，
ＦＢＮ），减少了双线性卷积网络的参数量与计算量．

针对卷积网络中特征分布建模的问题，２０１７年，
Ｃｕｉ等人［１６］提出了核聚合卷积网络（ＫｅｒｎｅｌＰｏｏｌｉｎｇ，
ＫＰ），该方法并没有直接使用核运算，而是从核函数的
特征映射函数角度，通过使用特征的１至ｐ阶张量乘法
近似高斯核函数的特征映射函数，并对特征进行建模

作为图像的最终表达，取得了较好的性能．Ｗａｎｇ等
人［１７］提出全局高斯分布嵌入神经网络（ＧｌｏｂａｌＧａｕｓｓｉａｎ
ＤｉｓｔｒｉｂｕｔｉｏｎＥｍｂｅｄｄｉｎｇＮｅｔｗｏｒｋ，Ｇ２ＤｅＮｅｔ），网络核心是
利用提出的可训练的高斯分布嵌入层对卷积层输出的

特征分布进行高斯建模得到一幅图像的表达．该方法
同时考虑了高斯分布的黎曼流形结构，在图像区域识

别以及细粒度图像识别任务中均取得了优异的性能．
本文从建模特征图中通道之间相互关系的角度，

提出一种核化双线性卷积网络模型，通过使用核函数

的方式简洁有效地建模通道之间的非线性关系并实现

端到端的联合优化学习，取得了优异的性能．

５３１２
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３　核化双线性卷积网络
　　本节将重点介绍提出的核化双线性卷积网络．首
先，３１节介绍作为基线方法的双线性卷积网络，并指
出该方法存在的不足．针对上述不足，３２节将重点介
绍本文提出的三种核化双线性聚合方式，并分别给出

前向与反向传播的公式推导．
３１　双线性卷积网络

令Ｘ表示一幅图像的特征图经展开后的特征矩阵，
Ｘ∈ＲＲｄ×Ｎ，其中Ｎ表示特征图中包含的特征数目，ｄ表示
特征图的通道数目即特征的维度，令ｆｊ表示特征矩阵中
第ｊ个特征，ｆｊ∈ＲＲ

ｄ×１．双线性卷积网络通过对特征矩阵
中的特征 ｆｊ进行外积聚合得到图像的表达，如式（２）
所示．

Ｙ＝∑
Ｎ

ｊ＝１
ｆｊｆ

Ｔ
ｊ＝ＸＸ

Ｔ

＝

〈ｘ１，ｘ１〉 〈ｘ１，ｘ２〉 … 〈ｘ１，ｘｄ〉
〈ｘ２，ｘ１〉 〈ｘ２，ｘ２〉 … 〈ｘ２，ｘｄ〉
   

〈ｘｄ，ｘ１〉 〈ｘｄ，ｘ２〉 … 〈ｘｄ，ｘｄ











〉

（２）

式中，外积聚合矩阵 Ｙ∈ＲＲｄ×ｄ，ｘｉ表示 Ｘ中的第 ｉ行即
特征图中第ｉ个通道，ｘｉ∈ＲＲ

１×Ｎ．从式中可以看出，双线
性卷积网络通过外积聚合得到的矩阵 Ｙ中每个元素均
为通道之间的内积，从而可以捕捉特征图中通道之间

的线性关系．在双线性卷积网络架构中，该方法对矩阵
Ｙ经向量化后得到的向量 ｚ依次进行带符号的元素级

平方根正则化ｚ←ｓｉｇｎ（ｚ） ｜ｚ槡 ｜以及二范数归一化 ｚ←
ｚ／‖ｚ‖，并作为图像的最终表达送至ｓｏｆｔｍａｘ层进行端
到端的联合优化学习．

Ｌｉｎ等人［９］在双线性卷积网络架构中引入矩阵平

方根正规化，提出了改进的双线性卷积网络，进一步提

升性能．矩阵平方根正规化［８，９］的操作如下：由于经过

外积聚合得到的矩阵 Ｙ为对称（半）正定矩阵，记矩阵
Ｙ的奇异值分解为Ｙ＝ＵΛＵＴ，其中Λ＝ｄｉａｇ（λ１，…，λｄ）
即对角元为 λｉ的对角矩阵．则对于矩阵 Ｙ的幂正规化
可以表示为Ｙα＝ＵΛαＵＴ，其中Λα＝ｄｉａｇ（λα１，…，λ

α
ｉ），当

式中α为０５时，即对矩阵Ｙ的进行平方根正规化．
３２　核化双线性聚合

针对双线性卷积网络中仅能建模通道间线性关系

的不足，本文提出了一种核化双线性卷积网络，该网络

的关键部分在于使用本文提出的核化双线性聚合替代

双线性卷积网络中的外积聚合，通过使用核函数的方

式直接有效地建模特征图中通道间的非线性关系，更

为充分地利用通道间蕴含的丰富信息．核化双线性聚
合与外积聚合的比较如图２所示．

令Ｘ表示卷积层输出的特征图经展开后的特征矩
阵，Ｘ∈ＲＲｄ×Ｎ，Ｐ为经过核化双线性聚合得到的矩阵，Ｐ
∈ＲＲｄ×ｄ．核化双线性聚合可由式（３）表示．
Ｙ＝Ｋ（ＸＸＴ）

＝

κ（ｘ１，ｘ１） κ（ｘ１，ｘ２） … κ（ｘ１，ｘｄ）

κ（ｘ２，ｘ１） κ（ｘ２，ｘ２） … κ（ｘ２，ｘｄ）
   

κ（ｘｄ，ｘ１） κ（ｘｄ，ｘ２） … κ（ｘｄ，ｘｄ











）

（３）

其中ｘｉ为特征图中的第 ｉ个通道，ｘｉ∈ＲＲ
１×Ｎ，κ为本文

所使用的核函数．本文分别提出指数核化双线性聚合、
多项式核化双线性聚合以及 ｓｉｇｍｏｉｄ核化双线性聚合，
用于通道之间非线性关系的建模并实现端到端的联合

优化学习．以下将分别介绍上述三种核化双线性聚合
方式及其正向与反向传播的公式推导．

本文使用 Ｉｏｎｅｓｃｕ等人［１８］提出的矩阵反向传播的

梯度求导方法，对核化双线性聚合层进行反向传播的

梯度求导．记矩阵 Ａ＝ＸＸＴ，则核化双线性聚合的公式
可以表示为Ｐ＝Ｋ（Ａ）．令ｌ／Ａ，ｌ／Ｐ分别表示损失函
数ｌ对于矩阵Ａ与Ｐ的梯度，则由ｌ／Ａ可得损失函数
ｌ对于特征矩阵Ｘ的梯度如式（４）所示．

ｌ
Ｘ
＝ ｌ
Ａ
＋ ｌ
( )Ａ( )

Ｔ

Ｘ （４）

根据链式法则，在对三种核化双线性聚合方式的

反向梯度推导过程中，只需分别求出损失函数 ｌ对矩阵
Ａ的梯度ｌ／Ａ．

指数核化双线性聚合　指数核函数如式（５）所示．
κ（ｘｉ，ｘｊ）＝ｅｘｐ（β·〈ｘｉ，ｘｊ〉） （５）

其中β＞０．由式（５）可以得出指数核化双线性聚合的公
式如下：

　　　Ｐ＝ｅｘｐ（β·ＸＸＴ）＝ｅｘｐ（β·Ａ）
＝［ｅｘｐ（β·〈ｘｉ，ｘｊ〉）］ｄ×ｄ （６）

β为可调的标量参数．反向传播过程中，损失函数 ｌ对
于矩阵Ａ的梯度求导公式如下：

　　　　　ｌ
Ａ
＝β·ｅｘｐ（β·Ａ）°ｌＰ

＝β·Ｐ°ｌＰ
（７）
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其中“°”表示两个矩阵对应元素的乘积，即哈达马积．
多项式核化双线性聚合　为避免与前文中矩阵幂

正规化：Ｙα＝ＵΛαＵＴ相混淆，定义Ｙ（α）表示对于任意矩
阵Ｙ进行元素级的 α幂操作．多项式核函数如式（８）
所示．

κ（ｘｉ，ｘｊ）＝（〈ｘｉ，ｘｊ〉＋１）
ｃ （８）

其中ｃ是多项式的次数，为可调的标量参数．则多项式
核化双线性聚合如式（９）所示．
　　　　Ｐ＝（ＸＸＴ＋１ｄ×ｄ）

（ｃ）＝（Ａ＋１ｄ×ｄ）
（ｃ）

＝［（〈ｘｉ，ｘｊ〉＋１）
ｃ］ｄ×ｄ （９）

其中１ｄ×ｄ表示元素均为１的ｄ维方阵．其梯度反向传播
公式如下：

　　　　ｌ
Ａ
＝ｃ·（Ａ＋１ｄ×ｄ）

（ｃ－１）°ｌ
Ｐ

＝ｃ·Ｐ
ｃ－１( )ｃ °ｌ
Ｐ

（１０）

ｓｉｇｍｏｉｄ核化双线性聚合　ｓｉｇｍｏｉｄ核函数如式
（１１）所示．

κ（ｘｉ，ｘｊ）＝ｔａｎｈ（θ·〈ｘｉ，ｘｊ〉＋γ） （１１）
其中θ为幅度调节参数，θ＞０，γ为位移参数，γ＜０［１９］．
则ｓｉｇｍｏｉｄ核化双线性聚合公式如下：
　　　　Ｐ＝ｔａｎｈ（θ·ＸＸＴ＋γ·１ｄ×ｄ）

＝ｔａｎｈ（θ·Ａ＋γ·１ｄ×ｄ）
＝［ｔａｎｈ（θ·〈ｘｉ，ｘｊ〉＋γ）］ｄ×ｄ （１２）

其梯度反向传播公式如式（１３）所示．

　　ｌ
Ａ
＝θ·（１－（ｔａｎｈ（θ·Ａ＋γ·１ｄ×ｄ））

（２））°ｌ
Ｐ

＝θ·（１－Ｐ（２））°ｌＰ
（１３）

综上所述，本文提出的三种核化双线性聚合方法

如表１所示．在核化双线性卷积网络架构中，由核化双
线性聚合得到的矩阵Ｐ，经过矩阵的幂正规化［８，９］：Ｐ←
Ｐα，并取输出矩阵的上三角部分，经向量化后得到向量
ｚ，作为图像的最终表达送至ｓｏｆｔｍａｘ分类器实现端到端
的联合优化学习．

表１　本文提出的三种核化双线性聚合

核化双线性聚合 前向传播 反向传播

指数核化

双线性聚合
Ｐ＝ｅｘｐ（β·Ａ） ｌ

Ａ
＝β·Ｐ°ｌＰ

多项式核化

双线性聚合
Ｐ＝（Ａ＋１ｄ×ｄ）（ｃ）

ｌ
Ａ
＝ｃ·Ｐ

ｃ－１( )ｃ °ｌ
Ｐ

ｓｉｇｍｏｉｄ核化
双线性聚合

Ｐ＝ｔａｎｈ（θ·Ａ
　　＋γ·１ｄ×ｄ）

ｌ
Ａ
＝θ·（１－Ｐ（２））°ｌＰ

４　实验
　　数据库　实验部分在三个细粒度图像识别数据库
ＣＵＢ２００２０１１［１２］、ＦＧＶＣＡｉｒｃｒａｆｔ［１１］以及 Ｃａｒｓ［１３］上对本
文方法进行评估．ＣＵＢ２００２０１１数据库共包含来自２００
个鸟类物种的１１７８８张图像，其中５９９４张训练与验证
图像，５７９４张测试图像．ＦＧＶＣＡｉｒｃｒａｆｔ数据库包括１万
张图像共 １００种飞机型号，其中训练与验证图像共
６６６７张，测试图像为３３３３张．Ｃａｒｓ数据库具有 １９６个
汽车类别共 １６１８５张图像，其中训练与验证图像共
８１４４张，测试图像为８０４１张．数据库实例如图３所示．
本文实验中均未采用边界框（ＢｏｕｎｄｉｎｇＢｏｘ）等额外标
注信息．实验使用ＭａｔＣｏｎｖＮｅｔ［２０］工具包完成．

　　实验参数设置　核化双线性卷积网络的架构如图
１所示．本文选用在 ＩｍａｇｅＮｅｔ［２］数据库上预训练的
ＶＧＧＭ［２１］与ＶＧＧＶＤ１６［２２］网络模型作为基础骨干网络
用于提取图像的特征图，并嵌入本文提出的核化双线

性聚合模块在目标数据集上进行端到端的微调．实验
分别使用网络模型中Ｃｏｎｖ５（ＶＧＧＭ）与Ｃｏｎｖ５＿３（ＶＧＧ

ＶＤ１６）卷积层（不包含 ＲｅＬＵ［２３］非线性层）的输出作为
一幅图像的特征图，其中特征图的通道数目均为５１２．
本文采用与改进的双线性卷积网络［９］相同的图像预处

理方式：其中ＣＵＢ２００２０１１以及 Ｃａｒｓ数据库采用同样
的图像预处理方式，即保持图像的长宽比，并将图像的

短边缩放至４４８后中心裁剪出４４８×４４８的区域作为输

７３１２
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入图像；对于 ＦＧＶＣＡｉｒｃｒａｆｔ数据库，将图像缩放至５１２
×５１２后中心裁剪出４４８×４４８的区域作为输入图像．
输入图像经过卷积层后输出的特征图大小分别为２７×
２７×５１２（ＶＧＧＭ）与２８×２８×５１２（ＶＧＧＶＤ１６），并通
过核化双线性聚合模块得到图像的最终表达，其中矩

阵幂正规化层［８，９］中参数 α设为０５．本文使用带动量
的批处理随机梯度下降算法，动量设置为０９，权重衰
减为５×１０－４，对于 ＶＧＧＭ、ＶＧＧＶＤ１６网络训练时的
批大小分别设置为４０与２０，在三个细粒度数据库上以
８×１０－４的学习率训练３０～４０个 ｅｐｏｃｈ，数据增广方式
为图像的随机水平翻转．测试阶段，本文同样采用与改
进的双线性卷积网络［９］相同的处理方式，即使用线性

支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）替代核化双
线性卷积网络中的 ｓｏｆｔｍａｘ分类器对测试图像进行分
类，并取该测试图像及其水平翻转图像的预测分数的

均值作为最终分类结果．
４１　三种核化双线性聚合的评估

实验部分首先针对本文提出的三种核化双线性聚

合方法进行参数评估，实验在 ＦＧＶＣＡｉｒｃｒａｆｔ数据库上
进行，选用ＶＧＧＭ网络模型作为基础骨干网络．实验
中，评估结果同时与本文相关的两个基线方法双线性

卷积网络（ＢＣＮＮ）［７］以及改进的双线性卷积网络（Ｉｍ
ｐｒｏｖｅｄＢＣＮＮ）［９］进行性能比较，基线方法同样采用
ＶＧＧＭ网络模型作为基础骨干网络．考虑到文献［７］
在ＦＧＶＣＡｉｒｃｒａｆｔ上图像预处理方式与本文及文献［９］
不一致，为公平比较，本文中ＢＣＮＮ的实验结果均引自
文献［９］．

指数核化双线性聚合的参数评估　指数核化双线
性聚合：Ｐ＝［ｅｘｐ（β·〈ｘｉ，ｘｊ〉）］ｄ×ｄ，实验针对参数 β进
行评估．实验结果如图４（ａ）所示，其中参数β的取值依
次为［０００１，０００５，００１，００５，０１，０２］．当β取０００１
至００１时，网络的性能逐步提升，并当β等于００１时，

性能达到最优为 ８６３％；当 β为 ０２时，性能下降为
８５４％．图４（ａ）中作为基线方法的双线性卷积网络与
改进的双线性卷积网络的性能分别为 ８１３％与
８４０％．当参数β为００１时，网络的性能分别领先基线
方法５％与２３％．下述实验中，指数核化双线性卷积网
络中的参数β固定为００１．

多项式核化双线性聚合的参数评估　多项式核化
双线性聚合：Ｐ＝［（〈ｘｉ，ｘｊ〉＋１）

ｃ］ｄ×ｄ，实验针对参数 ｃ
即多项式的次数进行评估．实验结果如图４（ｂ）所示，其
中多项式次数ｃ的取值分别为［２，３，４，５，６］．当 ｃ为２
时，网络的性能为 ８５４％．ｃ取３时，网络性能提升至
８５６％．进一步增加ｃ至４时，性能仍为８５６％．而当 ｃ
取５时，性能下降为 ８４９％．由上述实验结果可以得
出，对于多项式核化双线性聚合，当ｃ取３时，可以较好
的建模特征图中通道间的高阶非线性关系．然而高阶
信息通常较难估计从而可靠性较差，因此当进一步增

加ｃ至５时，引入了更高阶的非线性关系，并同时可能
带来信息的冗余，进而造成网络性能的下降．下述实验
中，多项式核化双线性聚合中参数ｃ固定为３．

ｓｉｇｍｏｉｄ核化双线性聚合的参数评估　ｓｉｇｍｏｉｄ核
化双线性聚合：Ｐ＝［ｔａｎｈ（θ·〈ｘｉ，ｘｊ〉＋γ）］ｄ×ｄ，实验主
要针对核函数中位移参数γ进行评估，幅度调节参数θ
固定为１．实验结果如图４（ｃ）所示，其中位移参数 γ的
取值依次为［－４，－３，－２，－１，－０７，－０４，－０１，
－０００１］．当 γ取 －４至 －０７时，网络的性能逐渐提
升，并当γ取－０７时性能最优为８６１％，此时网络的
性能分别领先双线性卷积网络与改进的双线性卷积网

络４８％与２１％．当γ大于－０７时，网络性能下降，γ
为－０４时，网络性能为 ８５９％．下述实验中，ｓｉｇｍｏｉｄ
核化双线性卷积网络中位移参数 γ固定为 －０７，幅度
调节参数θ固定为１．

　　三种核化双线性聚合的性能比较　三种核化双线
性聚合方式在ＦＧＶＣＡｉｒｃｒａｆｔ数据库上的性能比较如表

２所示．本文所提出的三种核化双线性聚合方法均领先
基线方法并取得优异的性能，其中指数核化双线性聚
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合方法性能为８６３％，分别领先双线性卷积网络与改
进的双线性卷积网络５％与２３％．

表２　三种核化双线性聚合在ＦＧＶＣＡｉｒｃｒａｆｔ上性能比较

骨干网络模型 方法 准确率／％

本文方法 ＶＧＧＭ

指数核化

双线性聚合
８６３

多项式核化

双线性聚合
８５６

ｓｉｇｍｏｉｄ核化
双线性聚合

８６１

基线方法 ＶＧＧＭ
ＢＣＮＮ ８１３

ＩｍｐｒｏｖｅｄＢＣＮＮ ８４０

　　同时，本文对于三种核化双线性聚合相较于 Ｉｍ
ｐｒｏｖｅｄＢＣＮＮ的性能提升进行显著性检验．在显著性
水平α＝００５的情况下，指数核化双线性聚合、多项式
核化双线性聚合以及 ｓｉｇｍｏｉｄ核化双线性聚合在每类
上的识别率相对 ＩｍｐｒｏｖｅｄＢＣＮＮ方法分别提升 ２％、
１１％、１９％．
４２　与当前方法的比较

本节实验进一步在三个细粒度图像数据库上对本

文方法进行全面的评估，并与当前主流方法进行比较．
实验结果如表３所示，其中本文方法的设置如下：使用
ＶＧＧＶＤ１６［２２］网络模型作为基础骨干网络，指数核化双
线性聚合中参数 β取００１，多项式核化双线性聚合中
多项式次数ｃ固定为３，ｓｉｇｍｏｉｄ核化双线性聚合中幅度
参数θ为１，位移参数γ取－０７．

表３　与当前方法的比较

准确率／％ 骨干网络模型 ＣＵＢ Ａｉｒｃｒａｆｔ Ｃａｒｓ

指数核化双线性聚合 ＶＧＧＶＤ１６ ８５９ ９１３ ９２６

多项式核化双线性聚合 ＶＧＧＶＤ１６ ８５５ ８９８ ９１８

ｓｉｇｍｏｉｄ核化双线性聚合 ＶＧＧＶＤ１６ ８６１ ９０８ ９２８

ＢＣＮＮ［７］ ＶＧＧＶＤ１６ ８４０ ８６９ ９０６

ＩｍｐｒｏｖｅｄＢＣＮＮ［９］ ＶＧＧＶＤ１６ ８５８ ８８５ ９２０

Ｇ２ＤｅＮｅｔ［１７］ ＶＧＧＶＤ１６ ８７１ ８９０ ９２５

ＫＰ［１６］ ＶＧＧＶＤ１６ ８６２ ８６９ ９２４

ＭｏＮｅｔ［２４］ ＶＧＧＶＤ１６ ８６４ ８９３ ９１８

ＣＢＰ［１４］ ＶＧＧＶＤ１６ ８４０ － －

ＦＢＮ［１５］ ＶＧＧＶＤ１６ ８２９ － －

ＬＲＢＰ［２５］ ＶＧＧＶＤ１６ ８４２ ８７３ ９０９

ＲＡＣＮＮ［２６］ ＶＧＧＶＤ１９ ８５３ － ９２５

ＢｏｏｓｔＣＮＮ［２７］ ＢＣＮＮ ８６２ ８８５ ９２１

ＳＴＣＮＮ［２８］ ＢＮＩｎｃｅｐｔｉｏｎ ８４１ － －

　　由表３实验结果所示，本文方法在三个细粒度图
像识别数据库上均优于基线方法（ＢＣＮＮ，ＩｍｐｒｏｖｅｄＢ
ＣＮＮ），并在ＦＧＶＣＡｉｒｃｒａｆｔ以及Ｃａｒｓ数据库上取得了领
先的性能．指数核化双线性卷积网络在 ＦＧＶＣＡｉｒｃｒａｆｔ
上取得９１３％的准确率，分别领先 ＢＣＮＮ与 Ｉｍｐｒｏｖｅｄ
ＢＣＮＮ方法４４％和２８％．Ｓｉｇｍｏｉｄ核化双线性卷积网
络，在Ｃａｒｓ上取得９２８％的准确率，相较于 ＢＣＮＮ与
ＩｍｐｒｏｖｅｄＢＣＮＮ方法分别提升 ２２％和 ０８％；并在
ＣＵＢ２００２０１１上达到８６１％的准确率，优于 ＢＣＮＮ方
法８４０％的准确率以及 ＩｍｐｒｏｖｅｄＢＣＮＮ方法 ８５８％
的准确率．表中 Ｇ２ＤｅＮｅｔ、ＫＰ以及 ＭｏＮｅｔ［２４］与 ＢＣＮＮ
为同类方法，其中 Ｇ２ＤｅＮｅｔ在 ＣＵＢ２００２０１１上取得最
优性能为８７１％．ＭｏＮｅｔ通过引入子矩阵平方根结构
层解决了 Ｇ２ＤｅＮｅｔ方法中无法使用低维近似的问题，
在三个细粒度图像数据库上的准确率分别为：８６４％、
８９３％与９１８％．ＣＢＰ、ＦＢＮ以及 ＬＲＢＰ［２５］均为双线性
卷积网络的压缩算法．由表３可知，ＬＲＢＰ为三种方法
中性能最优，该方法通过对协方差进行低秩近似进而

减小了计算的复杂度，在三个细粒度图像数据库上分

别取得了８４２％、８７３％与９０９％的性能，均落后于本
文方法．ＲＡＣＮＮ［２６］使用 ＶＧＧＶＤ１９网络模型，并在卷
积网络中引入注意力机制，通过递归的方式学习出更

具判别力的感兴区域以及更强的区域特征表达，在

ＣＵＢ２００２０１１与 Ｃａｒｓ上取得８５３％与９２５％的准确
率．ＢｏｏｓｔＣＮＮ［２７］方法通过增强多个在不同尺度下训练
的ＢＣＮＮ网络模型，在ＣＵＢ２００２０１１上取得了８６２％
的准确率，然而该方法复杂度较高同时速度较慢．ＳＴ
ＣＮＮ［２８］方法通过在卷积网络架构中引入空间变换模块
从而实现数据的空间变换与对齐，在 ＣＵＢ２００２０１１上
取得了８４１％的准确率．

５　结论
　　本文提出了一种核化双线性卷积网络模型，通过
使用核函数的方式直接有效地建模特征图中通道间的

非线性关系，并实现端到端的联合优化学习，得到更具

判别力的图像表达．实验表明本文所提出的核化双线
性卷积网络在三个细粒度图像数据库上均取得了优异

的性能．在未来的工作中，可以将本文方法应用至更多
计算机视觉任务中，同时进一步考虑将本文提出的核

化双线性聚合应用于其他卷积网络架构中，如 Ｒｅｓ
Ｎｅｔ［２９］、Ｉｎｃｅｐｔｉｏｎ［３０］等．
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